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Resumen 

En minería subterránea, los procesos de carguío y acarreo constituyen una de las principales fuentes de costos operativos, 
especialmente cuando se generan tiempos improductivos o la vía de transporte no se encuentra en condiciones óptimas. 
Bajo este escenario, la investigación tuvo como objetivo reducir dichos costos mediante el control de tiempos y la mejora 
del mantenimiento de la vía. Se empleó un enfoque cuantitativo y un diseño no experimental, realizando una evaluación 

de los procesos existentes de carguío y transporte, considerando la distancia recorrida, los equipos utilizados y los tiempos 
involucrados. Durante 20 guardias se monitorearon las operaciones y se implementaron controles de tiempos de carguío 
y acarreo, así como la programación de una red neuronal para predecir los costos asociados. Los resultados obtenidos 
muestran que, al verificar los tiempos y las predicciones con los promedios, existe una diferencia de $0.20 por tonelada 
métrica. Asimismo, al revisar los tiempos de transporte y el adecuado mantenimiento de la vía, los costos de soporte se 
redujeron de $1.04 por tonelada métrica a $0.90, logrando un ahorro adicional de $0.14. Además, se concluyó que el 

control del tiempo y el mantenimiento adecuado de la vía permiten reducir los tiempos de carguío en un 11.45% y los 
tiempos de transporte en un 12.73% dentro de la unidad minera. 

 
Palabras claves: Carguío, acarreo, costos, equipos, tiempo. 

 

1.Introducción 

Optimizar los costos de carguío y acarreo en las operaciones mineras es un desafío constante para las empresas 

del sector [1]. El objetivo principal es reducir los gastos asociados a estas actividades, mejorando así la 

rentabilidad y la eficiencia en la extracción de minerales [2]. Sin embargo, diversos factores pueden afectar 

negativamente la optimización de estos costos, como los tiempos improductivos en el proceso de carguío y 

acarreo, así como el deficiente mantenimiento de la vía de transporte [3]. 

Diversos estudios demuestran que los modelos de aprendizaje automático permiten capturar relaciones no 

lineales entre parámetros geometalúrgicos y operacionales, obteniendo predicciones más robustas que los 

métodos estadísticos tradicionales. En esta línea, se ha evidenciado que la integración de algoritmos de 

machine learning con enfoques espaciales avanzados permite mejorar significativamente la estimación de 

recursos minerales y la caracterización de depósitos complejos [4]. Asimismo, comparaciones recientes entre 

diferentes técnicas de aprendizaje automático han mostrado que los modelos híbridos y las redes neuronales 

presentan un desempeño superior en la categorización y clasificación mineral, especialmente en yacimientos 

de cobre con alta variabilidad espacial [5], [6]. 

Por otra parte, los modelos predictivos basados en aprendizaje automático también han mostrado una alta 

efectividad para la optimización de variables operativas. Se ha probado que técnicas supervisadas permiten 

predecir con precisión el costo unitario del acarreo en minería subterránea, utilizando como entradas tiempos 

del ciclo, distancias y características operativas del equipo [7]. En el ámbito de minería subterránea, 

arquitecturas neuronales avanzadas han permitido modelar fenómenos complejos como dilución, sobre 

excavación y costos asociados, demostrando que las redes profundas pueden representar de manera eficiente 
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procesos altamente no lineales vinculados al comportamiento geomecánico y a las condiciones de operación 

[8]. 

A nivel energético, los modelos híbridos de machine learning han mostrado ser capaces de predecir el consumo 

de combustible de camiones mineros mediante el análisis de velocidad, carga útil, pendientes y condiciones 

operativas, proporcionando una herramienta de optimización para reducir costos y mejorar la eficiencia de 

transporte [9]. Finalmente, evaluaciones comparativas de modelos predictivos aplicados a operaciones 

unitarias artesanales han demostrado que los algoritmos de aprendizaje automático superan de manera 

consistente a los métodos convencionales en la optimización de costos, ofreciendo mayor exactitud y capacidad 

de generalización [10] 

El problema radica en que los tiempos improductivos durante la carguío y el acarreo de minerales pueden 

generar costos adicionales y afectar el desempeño general de las operaciones mineras [11]. Estos tiempos 

improductivos pueden estar relacionados con factores como la falta de planificación, la ineficiencia en los 

procesos y la asignación inadecuada de recursos [12].  Por otro lado, el mal mantenimiento de la vía de 

transporte puede ocasionar retrasos, daños en los equipos e incrementar los costos operativos [13]. 

A pesar de que diversos estudios han abordado la optimización del carguío y el acarreo mediante simulación, 

algoritmos de despacho o modelos predictivos, la mayoría se ha centrado únicamente en los tiempos de 

operación y en la asignación de equipos. Sin embargo, existe una brecha importante en la literatura respecto a 

la integración simultánea del control operativo de tiempos y las condiciones reales de la vía como variables 

determinantes en los costos. Asimismo, pocos trabajos han utilizado modelos basados en redes neuronales para 

predecir de manera conjunta los costos derivados del carguío y acarreo en función de estos factores 

operacionales. Esta falta de estudios integrados limita la capacidad de las operaciones mineras para estimar 

con precisión los costos reales y optimizar de manera efectiva sus procesos. 

Para abordar este problema, es necesario establecer estrategias y soluciones efectivas que minimicen los 

tiempos improductivos durante la carguío y el acarreo, además de implementar un mantenimiento óptimo de 

la vía de transporte [14]. En este sentido, el uso de programación en Python puede ser una herramienta valiosa 

para mejorar la estimación de los tiempos de carguío y acarreo, permitiendo una planificación más eficiente y 

una adecuada asignación de recursos. Asimismo, un correcto mantenimiento de la vía contribuirá a reducir los 

tiempos de espera, minimizar daños en los equipos y optimizar los costos operativos [15]. 

En este artículo se explorarán estrategias y técnicas específicas para mejorar la eficiencia en las actividades de 

carguío y acarreo de minerales, con énfasis en la gestión del tiempo y el mantenimiento de la vía. Se abordará 

el uso de programación en Python como herramienta para estimar los costos de carguío y acarreo con mayor 

precisión, así como para optimizar la planificación y la asignación de recursos [16]. Del mismo modo, se 

destacará la importancia de un adecuado mantenimiento de la vía de transporte y se presentarán prácticas 

recomendadas para asegurar su óptima conservación. 

Optimizar los costos de carguío y acarreo en las operaciones mineras requiere enfrentar los tiempos 

improductivos y mejorar el mantenimiento de la vía de transporte [17]. El uso de Python puede mejorar la 

estimación de los tiempos de carguío y acarreo, posibilitando una planificación más efectiva y una correcta 

asignación de recursos. Además, un mantenimiento adecuado de la vía ayudará a minimizar los costos 

operativos y garantizar un funcionamiento eficiente [18].  

Este artículo profundizará en las estrategias y técnicas que pueden implementarse para afrontar estos desafíos 

y lograr una gestión óptima de los costos de carguío y acarreo en operaciones mineras [19]. 

Este artículo se organiza de la siguiente manera: el punto 2 describe los materiales y métodos utilizados en la 

investigación, incluyendo la recolección de datos operativos y el diseño del modelo de red neuronal. El punto 

3 presenta los resultados obtenidos en las etapas de carguío y acarreo. El punto 4 discute los hallazgos y su 

relevancia operativa para la unidad minera. Finalmente, el punto 5 expone las conclusiones principales y 

propone líneas de investigación futura. 
 

 

 

2. Materiales y métodos 

Este proyecto de investigación se centró en el proceso de acarreo de mineral en las operaciones mineras [20]. 

El objetivo principal fue proponer estrategias efectivas para minimizar los tiempos improductivos [21] y 

optimizar los costos asociados a esta etapa del proceso minero. 

Para lograr este objetivo, se empleó un enfoque cuantitativo y se recopilaron datos reales obtenidos durante el 

desarrollo de las operaciones de carguío y acarreo [22]. Estos datos fueron fundamentales para realizar un 
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análisis descriptivo y aplicado, con el fin de comprender los patrones de comportamiento y establecer 

relaciones significativas entre los distintos viajes realizados en estos procesos [23]. 

El estudio se llevó a cabo utilizando un diseño experimental, lo que permitió realizar cambios controlados en 

las variables para obtener comparaciones significativas. Esto fue especialmente relevante al considerar los 

costos asociados con las operaciones de acarreo [24], ya que se buscaba determinar la forma más eficiente de 

optimizarlos [25]. 

En este contexto, se incorporó inteligencia artificial mediante el lenguaje de programación Python [26]. El uso 

de técnicas de inteligencia artificial permitió analizar los datos recopilados y generar modelos predictivos que 

ayudaron a identificar las mejores estrategias para optimizar los costos de las operaciones de acarreo de 

mineral. 

El procedimiento metodológico seguido en este estudio se representa mediante un flujograma que integra el 

proceso operativo en campo con el desarrollo del modelo de predicción mediante una Red Neuronal Artificial 

(RNA), mostrando de manera secuencial cada etapa desde la recopilación y validación de datos hasta la 

generación de las predicciones de costos. 

 

 
Figura 1 Flujograma de procesos 

 

En la Figura 1, se presenta un flujograma de los procesos a realizarse, donde primero se identifican las 

operaciones a evaluar y se reúnen los datos operativos (tiempos de ciclo, distancias, capacidades de los 

equipos). Luego se realiza un análisis exploratorio (EDA) para entender la distribución y variabilidad de los 

tiempos, verificando si existen datos nulos o inconsistencias que deban depurarse. Con la información 

depurada, se prepara el dataset mediante la homologación y normalización de las variables para alimentar la 

RNA. Después se construye el modelo predictivo, seleccionando la arquitectura adecuada y entrenándolo para 

evaluar si alcanza un nivel aceptable de precisión. 
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 Una vez que el modelo es estable, se procede a la estimación de costos optimizados tanto en carguío como en 

acarreo. Posteriormente, los resultados se integran comparando el desempeño previo versus el optimizado y 

analizando el impacto económico. Y por último, las conclusiones muestran que hubo reducción de tiempos, 

disminución de costos y que la RNA predice con buena precisión, permitiendo sustentar la toma de decisiones 

operativas. 

Los resultados obtenidos a partir de este enfoque metodológico brindaron a la empresa minera una base sólida 

para la toma de decisiones informadas. A partir de los patrones identificados y las relaciones establecidas, fue 

posible proponer estrategias específicas que contribuyeron a minimizar los tiempos improductivos y reducir 

los costos asociados al acarreo de mineral [27]. 

Las siguientes tablas muestran los datos respectivos con los que se trabajará, evidenciando los diferentes 

tiempos que ocurren en cada viaje. 

Tabla 1 Base de datos de carguío con la que se trabajará 

N.º de 

viajes 

Tiempo de 

carguío (s) 

Tiempo de viaje 

cargado (s) 

Tiempo de 

descarga (s) 

Tiempo de 

retorno vacío 

(s) 

Total del ciclo (s) 

1 90 131 54 88 363 

2 89 130 53 86 358 

.      

.      

15 90 132 55 85 362 

16 88 130 56 86 360 

Total     5781 

Tiempo 

promedio 90.00 130.63 54.44 86.25 361.31 

 
Tabla 2 Base de datos de acarreo con la que se trabajará 

N.º de viajes 
Tiempo de 

carguío (s) 

Tiempo de 

viaje 

cargado 

(s) 

Tiempo de 

descarga 

(s) 

Tiempo de 

retorno vacío 

(s) 

Total del ciclo 

(s) 
N.º de viajes 

1 92 161 42 119 Four. Five 461 

2 90 159 43 117 47 458 

. 

. 

15 90 159 42 119 49 459 

16 91 161 40 117 53 461 

Total      7358 

Tiempo 

promedio 
90.81 159.25 41.94 117.4 50.44 459.8 

 

El diseño de la red neuronal se centró en evaluar una arquitectura óptima para la predicción de nuevos costos 

optimizados derivados de la reducción de los tiempos de carguío y acarreo debido al mantenimiento de la vía 

[28]. Para ello, se consideró cuidadosamente el número de capas ocultas, tomando en cuenta las características 

y la complejidad de los datos relacionados con este proceso de optimización. 

Con respecto a la elección de las funciones para las capas ocultas, se realizaron análisis exhaustivos para 

determinar cuáles serían las más adecuadas en este contexto específico [29]. Se buscó seleccionar funciones 

capaces de capturar de manera eficiente las relaciones y patrones clave entre los tiempos de carguío y acarreo, 

así como los impactos resultantes sobre los costos. 

En cuanto a la capa de salida de la red neuronal, se decidió utilizar la función softmax. Esta decisión se basó 

en la naturaleza del problema, el cual implica la predicción de múltiples categorías de costos optimizados. La 

función softmax permite asignar probabilidades a cada categoría, facilitando la interpretación de los resultados 

y la toma de decisiones informadas. 
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Por otro lado, dado que existe una única variable independiente, el modelo generalmente se denomina regresión 

bivariada debido a la presencia de dos variables: la independiente y la dependiente. 

 

𝑌 = 𝛽0 + 𝛽1𝑥+ 𝜀 (1) 

 

Esta es la ecuación del modelo de la RNA (Artificial Neural Network), donde X es la variable independiente 

y Y es la variable dependiente [18]. Los valores de determinan la pendiente de la línea y ℇ representa el error. 

Finalmente, se obtiene [29]: 

 

𝛽0 = 𝑦̅ − 𝛽1 𝑥̅ (2) 
 

 
Figura 2 RNA model 

 

Se muestra una red neuronal con una capa de entrada, una capa oculta y una capa de salida.  

La capa de entrada recibe los datos de entrada, la capa oculta realiza operaciones y transformaciones 

intermedias, y la capa de salida produce la salida final del modelo. 

3. Resultados 

3.1. Minimizar los costos de carguío en US$/Tm mediante el control de tiempos 

En el control de los tiempos de carga, se realizaron 16 viajes utilizando equipos Scooptram de 2.65 yardas 

cúbicas, lo que representó un volumen de 2.01 metros cúbicos por viaje para transportar el mineral ubicado a 

una distancia de 135 metros. Sin embargo, en el carguío optimizada se programó reducir el número de viajes 

a 15, manteniendo la misma capacidad del balde. 

La falta de mantenimiento en la ruta de recorrido ocasionó retrasos innecesarios en el tiempo de carguío y una 

falta de control en el carguío óptima del balde del Scooptram. Los tiempos de carguío calculados se especifican 

en la Tabla 3. 

El mineral acumulado en el frente de la galería tenía un volumen de 30.40 metros cúbicos, equivalente a 76 

toneladas métricas. 

Tabla 3 Tiempos promedio previos de carguío con el equipo Scooptram 

N.º de viajes 
Tiempo de 

carguío (s) 

Tiempo de ida 

con carga (s) 

Tiempo de 

descarga (s) 

Tiempo de 

retorno vacío 

(s) 

Total del 

ciclo (s) 

1 90 131 54 88 363 

2 89 130 53 86 358 

3 89 132 55 85 361 

4 92 129 54 84 359 

5 91 131 55 86 363 

6 90 132 56 87 365 

Tiempo de Carguío 

Tiempo de viaje cargado 
ida y vuelta 

Tiempo de descarga 

Tiempo de retorno vacío 

Tiempos muertos de 
espera 

USD/TM en acarreo 

USD/TM en carguío 
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7 92 130 54 88 364 

8 89 129 55 86 359 

9 90 131 54 85 360 

10 91 130 53 87 361 

11 89 133 53 88 363 

12 91 129 54 86 360 

13 89 130 56 87 362 

14 90 131 54 86 361 

15 90 132 55 85 362 

16 88 130 56 86 360 

Total     5781 

Tiempo promedio 90.00 130.63 54.44 86.25 361.31 

 

La Tabla 3 muestra el tiempo promedio obtenido durante los 16 viajes del ciclo de carguío previo utilizando 

el equipo Scooptram con una capacidad de balde de 2.65 yardas cúbicas. El tiempo registrado fue de 5,781 

segundos, lo que equivale a 96.35 minutos. 

El costo de alquiler del Scooptram es de $80 por hora, resultando en un costo de carguío de $128.47. 

Se cargaron un total de 76 toneladas métricas, lo que implica un costo por tonelada métrica de 

aproximadamente $1.69. 

La Figura 2 presenta una distribución detallada en porcentajes de los tiempos del ciclo de acarreo, donde el 

tiempo de carguío es el que consume la mayor proporción de tiempo, por lo que es el principal proceso para 

minimizar. 

 

 
Figura 3 Distribución de los tiempos de acarreo 

Mediante el uso de redes neuronales, se espera obtener un costo de $1.67 por tonelada métrica, tal como se 

muestra en la Tabla 4. 

Estas predicciones se basan en el análisis de datos utilizando técnicas avanzadas de machine learning, lo que 

proporciona un alto grado de precisión y confiabilidad en las estimaciones realizadas. 

 
Tabla 4 Predicción en Python de los costos de carguío (no optimizados) 

ITEMS Valor 

Tiempo de carguío (s) 90 

Tiempo de carguío 

Tiempo de retorno vacío 

Tiempo de descarga 

Tiempo de viaje con 
carga 
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Tiempo de viaje cargado (s) 130.63 

Tiempo de descarga (s) 54.44 

Tiempo de retorno vacío (s) 86.23 

Predicción USD/TM 1.69 

 

Se presentan las predicciones más precisas del costo estimado de acarreo por tonelada métrica. Mediante el 

uso de redes neuronales, es posible visualizar con precisión el impacto que los tiempos de carguío tienen sobre 

los costos operativos. 

Se realizó una optimización del sistema de carguío de mineral utilizando equipos Scooptram con una capacidad 

de balde de 2.65 yardas cúbicas. Se llevaron a cabo trabajos de mantenimiento en las rutas y se controló la 

capacidad óptima de carguío del cucharón durante el proceso. 

Los tiempos obtenidos se detallan en la Tabla 5. Estos datos son relevantes para evaluar la eficiencia y la 

rentabilidad del proceso de carguío de mineral, así como para tomar decisiones informadas que permitan 

maximizar la productividad en la extracción minera. 

  

Tabla 5 Tiempos promedio de carguío optimizados con el equipo Scooptram  

N.º de viajes 
Tiempo de 

carguío (s) 

Tiempo de ida con 

carga (s) 

Tiempo de 

descarga (s) 

Tiempo de 

retorno vacío 

(s) 

Total del 

ciclo (s) 

1 82 127 52 81 342 

2 80 128 50 83 341 

3 82 126 50 82 340 

4 81 128 52 81 342 

5 80 129 51 81 341 

6 81 126 50 82 339 

7 83 127 51 80 341 

8 80 129 50 81 340 

9 82 127 51 82 342 

10 82 129 50 80 341 

11 80 128 51 83 342 

12 81 129 50 80 340 

13 82 127 50 83 342 

14 81 128 51 81 341 

15 82 126 52 80 340 

Total     5114 

Tiempo 

promedio 81.27 127.60 50.73 81.33 340.9 

 

La Tabla 5 registra el tiempo promedio de los 15 viajes del ciclo de carguío optimizado utilizando el equipo 

Scooptram con una capacidad de balde de 2.65 yardas cúbicas. El tiempo promedio obtenido fue de 85.23 

minutos, equivalente a 5114 segundos. 

Considerando el costo de alquiler del Scooptram de $80 por hora, se estima que el costo de transporte es de 

$1.49 por tonelada métrica. Esta estimación se basa en una producción de 76 toneladas métricas por turno.  

La Figura 3 muestra una comparación entre el tiempo promedio de carguío previo y el tiempo optimizado 

realizado con el equipo Scooptram de 2.65 yardas cúbicas. Esta representación visual resalta las mejoras 

significativas en eficiencia y rendimiento logradas gracias a la optimización del proceso de carga.  
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Figura 4 Comparación de los tiempos de carga 

La Figura 3 muestra una comparación entre el tiempo promedio previo de los 16 viajes realizados, que fue de 

96.35 minutos, y el tiempo promedio optimizado de los 15 viajes efectuados, que fue de 85.23 minutos. Esta 

optimización ha logrado una reducción significativa de 11.12 minutos en el tiempo promedio de carga. Estos 

resultados destacan la efectividad de las mejoras implementadas y su impacto en la eficiencia operativa.  

Asimismo, mediante la aplicación de programación con redes neuronales, se ha realizado una predicción del 

nuevo costo asociado al proceso de carga. La Tabla 6 muestra una reducción significativa en los costos 

estimados. 

Esta nueva metodología de predicción, basada en algoritmos avanzados de machine learning, ha permitido 

obtener una estimación más precisa y detallada de los costos asociados al proceso de carga.  

 

Tabla 6 Predicción en Python de los costos de carguío (optimizada) 

ITEMS VALOR 

Tiempo de carguío (s) 81.27 

Tiempo de viaje cargado (s) 127.60 

Tiempo de descarga (s) 50.73 

Tiempo de retorno vacío (s) 81.33 

Predicción USD/TM 1.49 

 

La Tabla 6 muestra cómo, al contar con menores tiempos gracias al buen mantenimiento de la vía y a que esta 

se encuentra en condiciones óptimas para su operación, también se reducen los costos, lo que genera beneficios 

rentables para la empresa minera. 

La Figura 4 presenta una comparación visual entre los costos de transporte antes y después de la optimización 

utilizando el equipo Scooptram de 2.65 yardas cúbicas. 

Esta representación gráfica resalta de manera clara y concisa los beneficios obtenidos mediante la 

implementación de mejoras en el proceso de carga; se puede observar claramente la diferencia de costos antes 

y después de la optimización, lo que evidencia los impactos positivos alcanzados gracias a las mejoras 

implementadas.  

 

M
in

u
to

s 

Tiempo antes de la optimización Tiempo optimizado 
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Figura 5 Comparación de los costos de carga 

La Figura 5 muestra claramente la diferencia en los costos entre ambos tiempos, lo que demuestra el impacto 

positivo de la optimización. El análisis de costos revela una reducción significativa en los gastos asociados a 

la carguío tras la implementación de las mejoras propuestas. 

3.2. Reducir los costos de acarreo en US$/Tm mediante el mantenimiento de la vía y la predicción de 

tiempos y costos 

Se utilizó un vehículo Dumper con capacidad de 10 toneladas métricas (Tm) para trasladar el material desde 

el punto de carguío hasta la tolva principal, recorriendo una distancia total de 365 metros. 

En el primer acarreo, se realizaron 16 viajes, como se muestra en la Tabla 7, utilizando este Dumper de 10 Tm 

para transportar un total acumulado de 150 Tm de mineral. 

Para calcular los costos asociados a este acarreo, se utiliza un costo de alquiler del Dumper de 76 USD por 

hora. 

Tabla 7 Tiempos promedio previos de acarreo con el Dumper  

N.º de viajes 
Tiempo de 

carguío (s) 

Tiempo de 

ida con carga 

(s) 

Tiempo de 

descarga (s) 

Tiempo de 

retorno 

vacío (s) 

Total del 

ciclo (s) 

N.º de 

viajes 

1 92 161 42 119 45 461 

2 90 159 43 117 47 458 

3 89 161 42 118 48 460 

4 91 160 41 117 47 456 

5 92 159 42 117 49 458 

6 91 160 43 116 51 461 

7 92 157 41 117 54 460 

8 90 159 43 118 52 462 

9 91 158 42 117 51 459 

10 89 159 43 119 53 461 

11 90 161 42 116 54 463 

12 92 159 40 117 53 460 

13 91 158 42 119 51 461 

14 92 157 43 116 50 458 

15 90 159 42 119 49 459 

16 91 161 40 117 53 461 

Total      7358 

Tiempo 

Promedio 
90.81 159.25 41.94 117.4 50.44 459.8 

 

De acuerdo con la Tabla 7, el tiempo promedio previo de acarreo utilizando el Dumper con capacidad de 10 

toneladas métricas (TM) fue de 7358 segundos, equivalente a 122.63 minutos o aproximadamente 1.04 horas. 

U
S

D
/T

M
 

Costo antes de la optimización Costo optimizado 
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Considerando un costo de alquiler del Dumper de 76 USD por hora, en este caso el costo de acarreo se estima 

en aproximadamente 1.04 USD por TM. 

Esto puede verificarse en la Tabla 8, que se presenta a continuación con una estimación más precisa. 

. 

Tabla 8 Predicción en Python de los costos de acarreo (no optimizados) 

ITEMS VALOR 

Tiempo de carguío (s) 90.81 

Tiempo de viaje cargado (s) 159.25 

Tiempo de descarga (s) 41.94 

Tiempo de retorno vacío (s) 
117.44 

50.44 

Predicción USD/TM 1,034 

 

La Tabla 8 presenta las predicciones más precisas del costo estimado de acarreo por tonelada métrica, basadas 

en los tiempos promedio registrados para cada operación del ciclo de acarreo. 

Asimismo, es posible realizar un análisis más visual de estos tiempos y de cómo se distribuyen en cada 

operación, tal como se aprecia en la Figura 6. 

 
 

Figura 6 Distribución de los tiempos de acarreo 

La Figura 6 muestra una distribución de los tiempos, a partir de la cual se puede visualizar y analizar que existe 

un mayor consumo de tiempo en el viaje con carga del Dumper dentro de la unidad minera.  

Al realizar el mantenimiento de la vía de la unidad minera, se observa una reducción en los tiempos, lo cual 

puede apreciarse con mayor detalle en la Tabla 9. 

 

Tabla 9 Tiempos promedio de acarreo optimizados con el Dumper 

N.º de viajes 
Tiempo de 

carguío (s) 

Tiempo de ida 

con carga (s) 

Tiempo de 

descarga (s) 

Tiempo de 

retorno 

vacío (s) 

Total del 

ciclo (s) 

N.º de 

viajes 

1 89 157 40 113 34 433 

2 88 156 39 109 33 427 

3 89 155 38 110 36 428 

4 88 156 39 112 33 427 

5 87 158 38 110 36 429 

6 88 155 40 109 34 427 

7 87 156 39 110 35 429 

8 88 155 37 112 34 427 

9 87 157 39 110 33 426 

Tiempo de viaje de ida 
y vuelta con carga Tiempo de carguío 

Tiempo de descarga 

Tiempo de retorno vacío 

Tiempos muertos de espera 
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10 88 156 39 109 36 427 

11 87 157 40 110 35 429 

12 88 155 38 112 36 428 

13 87 156 39 110 37 429 

14 88 157 40 109 3. 4 427 

15 89 156 38 112 35 428 

Total      6421 

Tiempo 

Promedio 
87.87 156.13 38.87 110.4 34.73 428.0 

 

De acuerdo con la Tabla 9, el tiempo promedio optimizado de acarreo con el Dumper de 10 toneladas métricas 

(Tm) fue de 6421 segundos, lo que equivale a 107.02 minutos. 

Considerando un costo de alquiler del Dumper de 76 USD por hora, en este caso, el costo de acarreo optimizado 

se estima en aproximadamente 0.90 USD por tonelada métrica. 

En el acarreo optimizado, se realizaron 15 viajes utilizando el Dumper con capacidad de 10 toneladas métricas 

para transportar un total de 150 Tm de mineral acumulado. 

Esto puede verificarse en la Tabla 10, que se presenta a continuación con una estimación más precisa. 

 

Tabla 10 Predicción en Python de los costos de acarreo (optimizada) 

 

 

 

 

 

 

 

 

 

 

 

 

 

La Tabla 10 presenta las predicciones más precisas del costo estimado de acarreo por tonelada métrica, basadas 

en los tiempos promedio ya optimizados registrados para cada operación del ciclo de acarreo.  

Esta representación visual destaca las mejoras significativas en eficiencia y rendimiento logradas mediante la 

optimización del proceso de acarreo. 

 
 

Figura 7 Comparación de los tiempos de acarreo 

La  

ITEMS Valor 

Tiempo de  carguío  (s) 87.87 

Tiempo de viaje cargado (s) 156.13 

Tiempo de descarga (s) 38.87 

Tiempo de retorno vacío (s) 
110.47 

     34.73 

Predicción USD/TM 0.9 

M
in

u
to

s 

Tiempo antes de la optimización Tiempo optimizado 
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Figura 7 muestra una comparación entre el tiempo promedio previo de los 16 viajes realizados, que fue de 

122.63 minutos, y el tiempo promedio optimizado de los 15 viajes efectuados, que fue de 107.02 minutos. Esta 

optimización ha logrado una reducción significativa de 15.61 minutos en el tiempo promedio de acarreo. 

Estos resultados destacan la efectividad de las mejoras implementadas y su impacto en la eficiencia operativa.  

Se presenta una comparación visual entre los costos de transporte antes y después de la optimización utilizando 

el equipo Dumper de 10 Tm. Esta representación gráfica resalta de manera clara y concisa los beneficios 

obtenidos mediante la implementación de mejoras en el proceso de acarreo. 

En la Figura 8, se observa claramente la diferencia en los costos antes y después de la optimización, lo que 

evidencia los impactos positivos alcanzados gracias a las mejoras implementadas. 

 
 

Figura 8 Comparación de los costos de acarreo 

El gráfico de la Figura 8 muestra la comparación de los costos previos con respecto a los optimizados, lo que 

refleja una variación de 0.142 USD/TM a favor tras la obtención de los nuevos tiempos al optimizar la ruta de 

la unidad minera. 

3.3. Mejorar la eficiencia de carguío y acarreo mediante la optimización de tiempos y la reducción de 

costos operativos 

Como se muestra en las Tablas 5 y 9 de tiempos optimizados, las mejoras en las vías por donde se realizan las 

operaciones de carguío contribuyen significativamente a la optimización de costos, lo que genera importantes 

beneficios económicos para la empresa minera. 

Gracias a la programación de redes neuronales, es posible predecir en tiempo real los costos operativos de 

carguío y acarreo, conociendo tanto los costos estimados como los costos reales del proceso mencionado, tal 

como se muestra en las Figura 9 y  

Figura 10. 
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Figura 9 Costo real / Costo estimado de carga 

 

 

 
 

Figura 10 Costo real / Costo estimado de carga 

Las Figura 9 y  

Figura 10 muestran el comportamiento de los costos estimados esperados en la unidad minera con respecto a 

los costos reales que se tienen, toda esta variación producto de la optimización de tiempos, lo cual evidencia 

una disminución en los costos. 

La optimización de tiempos y el adecuado mantenimiento de las vías son aspectos fundamentales en el área de 

carguío y acarreo en minería. La eficiencia desempeña un papel crucial en el proceso de carguío y transporte 

de mineral para la productividad y rentabilidad de la empresa minera. 

La Tabla 11 muestra las ventajas más importantes de esta optimización de tiempos en relación con el 

mantenimiento de la vía. 
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Tabla 11 Beneficios de mejorar la eficiencia de carguío y acarreo 

Beneficios de la 

optimización del tiempo 

mediante el 

mantenimiento de la vía 

Mejora en la eficiencia de carguío y 

acarreo en la Galería Santa Catalina 
Costos 

Reducción del tiempo de 

espera 

Mayor fluidez en el proceso de carguío y acarreo, 

evitando retrasos y tiempos de espera innecesarios. 

Reducción de costos por 

tiempos de inactividad. 

Mejor aprovechamiento de 

los equipos de carguío y 

acarreo 

Mayor productividad al aprovechar de manera 

óptima los recursos disponibles, evitando tiempos 

improductivos. 

Reducción de costos 

debido al subuso o 

infrautilización de 

equipos. 

Menor desgaste de equipos 

Los equipos de carguío y acarreo se utilizan de 

forma más eficiente, lo que puede reducir el 

desgaste y prolongar su vida útil. 

Reducción de los costos 

de mantenimiento y 

reemplazo de equipos. 

Mayor seguridad en la 

operación 

El adecuado mantenimiento de la vía y una mejor 

gestión del tiempo reducen el riesgo de accidentes 

y mejoran la seguridad general. 

Reducción de costos 

asociados a accidentes y 

daños en los equipos. 

Optimización de rutas y 

recorridos 

La vía se mantiene en condiciones óptimas, lo que 

permite seleccionar las rutas más eficientes y 

reducir la distancia recorrida, generando ahorro de 

tiempo y costos. 

Reducción de costos por 

consumo de 

combustible y desgaste 

de neumáticos. 

Reducción de los costos 

operativos 

Al reducir los tiempos de espera, optimizar el uso 

de los equipos y minimizar el desgaste, se logra una 

disminución de los costos operativos. 

Reducción general de 

los costos operativos de 

carguío y acarreo. 

 

La Tabla 11 muestra que los beneficios se fundamentan en la premisa de que un adecuado mantenimiento de 

la vía y una gestión eficiente del tiempo generan beneficios rentables para la empresa minera. 

 

4. Discusiones 

Los resultados del estudio muestran que la optimización del ciclo de carguío y acarreo mediante el control de 

tiempos y la mejora de la vía permitió reducir los tiempos operativos entre 11% y 12% y disminuir los costos 

totales en 0.34 USD/TM. 

Esto coincide con lo reportado por Baek & Choi (2017), quienes demostraron que pequeñas reducciones en el 

tiempo de ciclo pueden generar mejoras significativas en la productividad total del sistema de transporte. De 

forma similar, Enkhchuluun et al. (2023) señalaron que el viaje con carga es el componente del ciclo que más 

influye en los costos totales, lo cual se observa también en este estudio, donde esta etapa mostró la mayor 

reducción tras el mantenimiento de la vía. 

Por otro lado, los trabajos de Soofastaei et al. (2015) y Meneses & Sepúlveda (2023) evidencian que el mal 

estado de la vía incrementa el consumo de combustible, la resistencia al rodado y los tiempos de 

desplazamiento. Los resultados de esta investigación confirman esta relación, mostrando que el simple 

mantenimiento de la vía redujo el tiempo de acarreo en más de 15 minutos por ciclo.  
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5. Conclusiones 

El estudio de investigación demostró que, mediante la implementación de un control efectivo de los tiempos 

de carguío y acarreo de mineral, así como un adecuado mantenimiento de la vía, se logró una reducción 

significativa en los costos asociados a estas actividades. 

En específico, se obtuvo una disminución de los costos de carguío y acarreo de 2.73 USD/Tm a 2.39 USD/Tm, 

lo que representa un beneficio económico de 0.34 USD/Tm. Estos resultados respaldan la importancia de un 

control riguroso de los tiempos de carguío y acarreo, ya que se lograron mejoras significativas en la eficiencia 

operativa y en la rentabilidad financiera. 

Asimismo, se determinó que el control de los tiempos de carga, en particular, contribuyó de manera importante 

a la reducción de costos. Los costos de carguío mostraron una disminución de 1.69 USD/Tm a 1.49 USD/Tm, 

generando un beneficio adicional de 0.20 USD/Tm. Esta conclusión evidencia la relevancia de gestionar 

eficientemente los tiempos de carguío para optimizar los recursos y minimizar los costos asociados. 

De igual manera, los controles de tiempo de acarreo y el mantenimiento adecuado de la vía también tuvieron 

un impacto beneficioso en la reducción de costos. Los costos de acarreo se redujeron de 1.04 USD/Tm a 0.90 

USD/Tm, generando un beneficio adicional de 0.14 USD/Tm. Estos resultados resaltan la importancia de 

mantener la vía en condiciones óptimas, lo que contribuye a una mayor eficiencia en el acarreo y a la reducción 

de los costos asociados. 

Para futuras investigaciones, se sugiere explorar el uso de tecnologías avanzadas en el control de los tiempos 

de carguío y acarreo, así como en el mantenimiento de vías. Por ejemplo, la implementación de sistemas de 

monitoreo en tiempo real y análisis de datos podría proporcionar información más precisa y detallada sobre 

los tiempos de carguío y transporte, permitiendo una gestión aún más eficiente de estos procesos. 

Además, podrían investigarse nuevas metodologías y técnicas para el mantenimiento de vías, como el uso de 

materiales más duraderos o equipos automatizados para la inspección y reparación de la infraestructura. 

También sería relevante analizar el impacto de estas mejoras en otros aspectos del proceso minero, tales como 

la seguridad ocupacional y el impacto ambiental. 

En resumen, las futuras investigaciones podrían profundizar en la optimización de los procesos de carguío y 

acarreo, buscando nuevas formas de reducir costos, mejorar la eficiencia y minimizar los impactos negativos.  
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